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Kurzfassung. Die Extraktion von zerebralen Gefiflstrukturen ist trotz
hoher Forschungsaktivitit in diesem Bereich noch immer eine grofie Her-
ausforderung. Insbesondere die in ihrem Verlauf immer diinner werden-
den Gefile, welche sich durch abnehmende Kontraste darstellen, sind
ein Problem fiir Segmentierungsmethoden. In diesem Beitrag wird ei-
ne Level-Set Methode vorgestellt, welche unter Zuhilfenahme der Rich-
tungsinformation aus dem Vesselnessfilter eine verbesserte Gefiafisegmen-
tierung erlaubt. Die von einem Vesselnessfilter berechnete Richtung eines
Gefiles wird hierbei verwendet, um das Gewicht der fiir die Gldttung
zustédndigen internen Energie der Level-Set Funktion ortsabhingig zu
variieren. Die Idee hierbei ist es, die interne Energie niedriger zu gewich-
ten, falls der Gradient des Level-Sets dhnlich der vorgegebenen Richtung
des Vesselness Filters ist. Eine erste quantitative Evaluation basierend
auf drei 3D-TOF-MRA-Bildsequenzen mit vorhandenen manuellen Seg-
mentierungen zeigte, dass die Vesselness gefiithrte Gefafisegmentierung
in der Lage ist Gefdfle, insbesondere kleine, besser zu detektieren als
die korrespondierende Methode ohne Integration der Richtungsinforma-
tion. Zusammenfassend zeigen die ersten Ergebnisse, dass die vorgestellte
Methode einen vielversprechenden Ansatz darstellt, um eine verbesserte
GefaBsegmentierung, insbesondere die von kleinen Geféaflen, zu erlauben.

1 Einleitung

Die Segmentierung der zerebralen Blutgeféfie in hochauflésenden 3D-Bildfolgen
wird fiir eine Vielzahl von klinischen Anwendungen, wie zum Beispiel Operati-
onsplanungen und Blutflusssimulationen, benétigt. Zur Segmentierung von Ge-
faBstrukturen aus unterschiedlichsten Bildsequenzen wurde in der Vergangenheit
eine Vielzahl an Methoden vorgestellt. Intensitétsbasierte Ansétze, wie z.B. [1, 2],
fithren, hervorgerufen durch die verringerten Kontraste und Partialvolumeneffek-
te, meistens zu einer ungeniigenden Detektion von kleinen, diinnen Geféfistruktu-
ren. Topologie-basierte Ansitze, wie zum Beispiel Vesselness-Filter [3], erlauben
zwar eine verbesserte Hervorhebung von kleinen Geféflen, weisen jedoch Proble-
me bei der Segmentierung von Gefaflstrukturen auf, welche sich nicht durch eine
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typische Gefiafiform, wie z.B. der Fall bei Aneurysmen, darstellen. Neben der
verbesserten Hervorhebung von kleinen Geféflen bieten Vesselnessfilter den Vor-
teil, dass durch die berechnete Hesse-Matrix auch die Hauptrichtung der Gefiafle
fiir jedes Voxel bestimmt werden kann. Level-Set Methoden gelten allgemein als
méchtig und vergleichbar schnell und es wurden bereits einige Ansétze zur Gefiaf3-
segmentierung vorgestellt (z.B. [4]). Ein Problem hierbei stellt jedoch die Wahl
des Gewichts der inneren Energie dar. So verhindert eine starke Kriimmung der
GefiBe die Ausbreitung der Level-Sets in kleine Geféfle, wenn das Gewicht der
internen Energie zu hoch gewéahlt wurde. Demgegeniiber fiihrt ein zu gering ge-
wihltes Gewicht zu einer falschen Entwicklung der Level-Sets in nicht-vaskuldre
Gewebe. Ziel dieser Arbeit ist es eine Level-Set Methode vorzustellen, bei der die
Richtungsinformation dazu verwendet wird, das Gewicht der internen Energie
adaptiv anzupassen. Dieses Vorgehen basiert auf der Annahme, dass es so mog-
lich ist, Gefifle besser zu detektieren als bei einer festen Definition des Gewichts
der internen Energie.

2 Methoden

2.1 Vesselness-Richtungsinformation

Um das interne Gewicht der Level-Set Segmentierung adaptiv auf Basis der vor-
gegeben Hauptrichtung der Geféfle variieren zu kénnen, ist es zunéchst notwen-
dig diese Information voxelweise zu bestimmen. In dieser Arbeit wurde hierzu
der Vesselness-Filter von Sato et al. [3] verwendet. Hierbei werden die Eigenwerte

der Hesse-Matrix

H= |1, I, I, (1)
Izw Izy Izz
analysiert, wobei Iz, Iy, ... die zweiten partiellen Ableitungen des Bildes I(x)

mit x = (2,9,2) und 2 C R? darstellen. Die Eigenwerte von H seien definiert
mit A1, Ay und Az (A1 > A2 > A3) mit den korrespondierenden Eigenvektoren ey,
e und e3. Der Eigenvektor e; reprisentiert somit die Richtung, bei der die zweite
partielle Ableitung ihr Maximum erreicht (Abb. 1 links). Diese Richtungsinfor-
mation wird im Folgenden fiir die adaptive Anpassung des Gewichts der internen
Energie der Level-Set-Methode verwendet.

2.2 Vesselness-gefiihrte Level-Set-Segmentierung

Um die zerebralen Gefifle aus einer 3D-Bildsequenz zu extrahieren, wurde in
dieser Arbeit ein variationeller Level-Set Ansatz verwendet. Aus mathematischer
Sicht wird hierbei die Oberflédche eines Objektes implizit als zero-level Kurve der
Level-Set Funktion ¢ : {2 — R (Zero-Level-Set) beschrieben. Das optimale Level-
Set wird durch Minimierung des Energiefunktionals

T = EF;¢] + w?-I[g] (2)
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bestimmt, wobei F'(x) die zugrundeliegende 3D-Bildsequenz ist. Dieses Funktio-
nal besteht aus zwei Termen, die die interne bzw. externe Energie reprisentieren.
Der Regionen-basierte duflere Energieterm ist dabei definiert als

E[F: ] = /Q (1= H()) pin(F())) + H) pout(F) dx  (3)

Diese Formulierung erlaubt es, a-priori Wissen iiber die Intensitéitsverteilung
innerhalb p;, und auflerhalb p,,; der Gefifle einzubeziehen. Basierend auf einer
initialen Segmentierung und dem zugrundeliegenden Datensatz, konnen diese
Verteilungen mittels einer Parzen-Window-Strategie [5] abgeschitzt werden. Die
interne Energie ist definiert durch

Tl9) = /Q IVH($(x)) d] (4)

wobei H die Heavyside-Funktion darstellt, welche dazu verwendet wird, das In-
nere und AuBere des Objektes zu beschreiben. Die Funktion w? : €2 + [0, ¢] wird
verwendet um das Gewicht der internen Energie lokal, basierend auf den Winkel
a zwischen e; und V¢, zu varieren und ist durch

e1(x) - Vo(x)
A1(x) - [Vo ()|l

definiert. Der Parameter ¢ kontrolliert dabei die Glittung der Segmentierung,
wobei dessen Einfluss durch den zweiten Term gewichtet wird. Wenn « nahe
0 oder 7 ist (Abb. 1 rechts: (1)), konvergiert das Gewicht w? gegen 0 und es
wird keine Glittung angewendet, was der Segmentierung erlaubt sich in kleine
Gefie zu entwickeln. Wenn die Vektoren jedoch nahezu orthogonal zueinander
stehen (Abb. 1 rechts: (2)), wird w? gleich zu ¢ und die Segmentierung wird ganz
normal geglédttet. Zur Losung von (2) wird vereinfachend die Abhéngigkeit des
Gewichts w? von ¢ vernachlissigt.

w?(x) == ¢ (1 — cos?(a(x))) with cos(a(x)) =

(5)

(b)

Zero level set

Abb. 1. Schicht eines 3D-TOF-MRA-Datensatz mit Vesselness-Eigenvektoren (links)
und Illustration der richtungsabhingigen Glattung (rechts).
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Tabelle 1. Quantitative Ergebnisse der Evaluation der vorgestellten Methode mittels
Tanimoto-Koeffizienten T'(4, B).

Datensatz initial standard LS Vesselness-gefiihrte LS
#1 0,629 0,605 0,764
#2 0,739 0,738 0,834
#3 0,743 0,731 0,756
@ 0,704 0,691 0,785

2.3 Material und Experimente

Zur ersten Evaluation der vorgestellten Methode wurden drei Time-of-Flight
(TOF) MRA-Bildsequenzen verwendet. Die Datensétze wurden ohne Verwen-
dung von Kontrastmitteln mit einem 1,5T Siemens MAGNETOM Sonata Scan-
ner aufgenommen. Jeder Datensatz besteht aus 132 Schichten mit einer Orts-
auflssung von 0,41 x 0,41 x 0,8 mm3. Manuelle Segmentierungen des zerebra-
len GeféBsystems von medizinischen Experten standen fiir alle Datensédtze zur
Verfligung und wurden als Goldstandard verwendet. Die manuellen Segmentie-
rungen wurden dabei mittels Volume-Growing und manueller Korrektur in den
orthogonalen Sichten erstellt. Zur Initialisierung der Geféfisegmentierung fiir die
Level-Set Methode wurde ein aktueller Geféfisegmentierungsansatz [6] verwen-
det, fiir den in fritheren Arbeiten eine ausreichende Segmentierungsgiite nach-
gewiesen wurde. Die GefaBstrukturen wurden mit der vorgestellten Vesselness-
gefithrten Level-Set Methode segmentiert und zusétzlich mit dem selben Ansatz,
jedoch ohne Adaptierung des Gewichts der internen Energie. Zur Evaluation der
Giite der Segmentierungsergebnisse wurden diese mit dem korrespondierenden

Goldstandard unter Verwendung des Tanimoto-Koeffizienten T'(A, B) = }QUE}

verglichen, wobei Werte nahe 1 auf eine gute Ubereinstimmung hindeuten.

3 Ergebnisse

Tabelle 1 zeigt die Resultate der quantitativen Evaluation der vorgestellten Me-
thode. Die Ergebnisse zeigen, dass die Level-Set Methode ohne Integration der
lokal adaptiven Gewichtung der internen Energie zu keiner Verbesserung der in-
itialen Segmentierung fithren, sondern tendenziell sogar eine geringe Verschlech-
terung der quantitativen Ergebnisse zu erkennen ist. Die visuelle Beurteilung der
Segmentierungsergebnisse zeigte, dass zwar Ubersegmentierung, hervorgerufen
durch Rauschartefakte, verringert werden, dass es jedoch auch zu Eliminierung
der Segmentierung von kleinen Gefiilen kommt (Abb. 2). Demgegeniiber zeigen
die quantitativen Ergebnisse, dass die vorgestellte Vesselness-gefiihrte Level-Set
Segmentierung zu einer verbesserten Evolution der Segmentierung in kleine Ge-
féaBe fithrt, so dass im Mittel eine quantitative Verbesserung der initialen Seg-
mentierung um 0,081 (Tanimoto-Koeffizient) erreicht wird.
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Abb. 2. Ausgewihlte Schicht eines 3D-TOF-MRA-Datensatzes: Initiale Segmentierung
mit Rauschartefakten (links), standard Level-Set Segmentierung mit gldttungsbeding-
ten Verlust von GeféBstrukturen (Mitte) und Vesselness-gefiihrte Level-Set Segmentie-
rung (rechts).

4 Diskussion

Die ersten quantitativen und visuellen Ergebnisse zeigen, dass die vorgestellte
Methode durch die adaptive Verdnderung des Gewichtes der internen Energie
des Level-Sets eine verbesserte Segmentierung von zerebralen Geféflen ermog-
licht. Um diese Ergebnisse zu verifizieren, wird derzeit eine Evaluation, basierend
auf weiteren Datenséiitzen, durchgefithrt. Zusétzlich ist ein Vergleich mit ande-
ren Methoden zur Gefdfisegmentierung geplant. In diesem Rahmen soll auch
untersucht werden, welchen Einfluss die gewihlte Initialsegmentierung auf die
Ergebnisse des vorgestellten Ansatzes hat. Dariiber hinaus soll die vorgestellte
Methode auch auf weitere Gefafistrukturen in anderen Organen angewandt wer-
den, um so die generelle Funktionalitdt zu testen. Zusammenfassend erscheint die
vorgestellte Methode aussichtsreich, exakte Segmentierungen, insbesondere von
kleinen Gefifle, welche sich durch geringe Kontraste darstellen, zu ermoglichen.
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